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Öz 

Kredi kartı aracılığıyla hızlı ve kolay satın alma işlemleri sahtecilik işlemlerinin artmasına neden 

olmuştur. Son yıllarda makine öğrenmesi yöntemlerinin kullanımı sahtecilik tespiti işlemlerinde önemli 

bir pay oluşturmuştur. Sahtecilik tespiti işlemlerinde karşılaşılan yaygın problemlerden birisi veri 

kümelerinin dengesiz olmasıdır. Dengesizlik problemi için kullanılan yeniden örnekleme metotları 

kullanıldıkları aşamalar bakımından çalışmadan çalışmaya farklılık gösterebilmektedir. Bu çalışma 

başlıca topluluk öğrenmesi yöntemleri olmak üzere çeşitli makine öğrenmesi yöntemlerini kullanarak 

yeniden örnekleme metotlarının kullanıldıkları aşamalara göre yarattığı etkileri karşılaştırmaktadır . 

Karşılaştırma sonucunda, çapraz doğrulama metodu aracılığıyla yeniden örnekleme metotlarının eğitim 

ve test veri kümelerine ayrı ayrı yapılmasının en doğru sonucu verdiği gösterilmiştir. Bununla birlikte bu 

çalışmada kullanılan XGB, LGBM, RF, FNN ve diğer metotların metrik değerlerine dayanan bir başka 

kıyaslamada ise XGB ve FNN metotları %99 duyarlılık, kesinlik ve doğruluk ile en yüksek değerlere 

ulaşmışlardır. 

 

Comprehensive Analysis of Resampling Methods on Ensemble Learning 
for Credit Card Fraud Detection 
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Abstract 

Rapid and easy purchases via credit cards have led to a rise in fraudulent transactions. In recent years, 

machine learning methods have been an important part of fraud detection processes. One of the 

common problems encountered in processes of fraud detection is the imbalance in datasets. 

Resampling methods used for the problem of imbalance may differ from study to study in terms of the 

stages these methods are applied. This study compares the effects of resampling methods according to 

these stages, using various ensemble learning methods, including a few machine learning and deep 

learning methods. The comparison utilizing cross-validation technique shows that applying the 

resampling methods separately to the training and test datasets method gives the most accurate result. 

However, in another comparison by metric scores of XGB, LGBM, RF, FNN, and other methods used in 

this study, XGB and FNN techniques give the highest values with 99% recall, precision, and accuracy. 
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1. Giriş 

İnternet teknolojilerinin gelişmesiyle son yıllarda 

kredi kartı kullanımı önemli oranda artmıştır. 

Kullanım oranlarının artması ayrıca kötü niyetli 

kişiler tarafından yapılan dolandırıcılık saldırılarını 

da artırmıştır. Bu tür saldırılar dramatik ölçüde 

kayıplara neden olmaktadır. The Nilson verilerine 

göre, 2019 yılında, dünya çapındaki dolandırıcılık 

kayıpları 28,65 milyar dolara ulaşmış ve bu rakamın 

2027 yılına kadar 38,50 milyar dolara ulaşacağı 

tahmin edilmektedir (Int. Kyn. 1). Federal Trade 

Commission’a, 2019 yılında bildirilen başlıca 

sahtecilik türleri ve bunlara karşılık gelen kayıpları 

içeren grafikte, yaklaşık 1,7 milyon sahtecilik ve 
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bunun yaklaşık 250 bin (%15) kadarının ödeme 

yöntemleri ile ilgili olduğu belirtilmektedir (Int. Kyn. 

2). En çok bildirilen 2. sahtecilik türü olarak kredi 

kartı sahteciliği, 135 milyon dolar kayba sahip 

yaklaşık 53 bin bildiri ile bu listede yer almaktadır.  

Son yıllarda sahtecilik tespiti için makine öğrenmesi 

yöntemleri kullanımında artış görülmektedir. 

Makine öğrenmesi yöntemleri uygulanırken 

karşılaşılan problemlerden birisi üzerinde çalışılan 

veri kümesinin, European Cardholders (EC), 

dengesiz olmasıdır. Dengesiz veri kümesinde, bir 

sınıfa ait veriler diğer sınıfa ait verilerden önemli 

derecede, sayıca fazladır. Dengesizlik problemi veri 

sayısı az olan sınıfın makine öğrenmesi metotları 

tarafından yeterince öğrenilmemesine neden 

olmaktadır. Bu problemin üstesinden gelebilmek 

için yeniden örnekleme (YÖ) metotları 

kullanılmaktadır.  

EC veri kümesi ile  yapılan çalışmalar 

incelenildiğinde, Sohony et al. (2018), sahtecilik 

tespiti için topluluk öğrenmesi (Ensemble Learning) 

yöntemini önermektedir. İlgili çalışmada YÖ’nin 

sağladığı faydalardan bahsedilmesine karşı 

kullanılmadığı görülmektedir. Bununla birlikte 

topluluk öğrenmesi için gerekli yapıyı, katman ve 

nöron sayıları bakımından farklılık gösteren 3 tane 

ileri beslemeli sinir ağları (FNN)  ile ağaç sayılarında 

değişiklik gösteren 2  tane de rastgele orman (RF) 

metotlarından oluşturmaktadır. Sohony et al. (2018) 

önerdikleri topluluk öğrenmesi metodu ile %86,73 

duyarlılık (recall), %85,85 kesinlik (precision) ve 

%99,95 doğruluk (accuracy) değerlerine 

ulaşmaktadır.  

Taneja et al. (2019), alt örnekleme (down-sampling), 

yukarı örnekleme (up-sampling), sentetik azınlık 

örnekleme tekniği (SMOTE) ailesi ve uyarlanabilir-

sentetik (ADA-SYN) gibi çeşitli yeniden örnekleme 

metotlarını dengeli bir veri kümesine ulaşabilmek 

için önermektedir. İlgili çalışma, RF metodu 

kullanarak, SVM-SMOTE (Destek Vektör Makinesi) 

ile %80 duyarlılık, %91 kesinlik ve %85 F Skor (F-

Score) değerlerine ulaşmıştır ancak SVM-SMOTE 

metodunun işlemsel olarak maliyetli bir metot 

olduğunu paylaşmaktadır.  

Husejinović (2020), yeniden örnekleme metotları 

kullanmadan, Naïve Bayes (NB), C4.5 Karar Ağacı 

(DT) ve bir de temel öğretici metot olarak C4.5 DT 

metodunu kullanan torbalama (Bagging) metotlarını 

karşılaştırmaktadır. Husejinović (2020) tüm 

metotlarda normal veriler için Kesinlik-Duyarlılık 

(Precision-Recall) eğrisi altında alan değeri oranını 

%99 ve üzeri, sahtecilik verileri için sırasıyla %8, 

%74,5 ve %82,5 değerlerini paylaşmaktadır.  

Isabella et al. (2021), dengeli veri kümesine 

ulaşabilmek için rastgele aşırı örnekleme (ROS) 

metodunu, sahtecilik tespiti için Binary Cross 

Entropy – Gradient Boost Hybrid Ensemble Classifier 

(BCE-GBHEC), AdaBoost, k en yakın komşu (KNN), 

AdaBoost+SVM metotlarını kullanmaktadır. Isabella 

et al. (2021) önerdiği BCE-GBHEC metodu ile 

aralarındaki en yüksek doğruluk değerine %97,23 ile 

ulaşmaktadır. Diğer metotlar ise KNN %96,89, 

AdaBoost %96,87 ve AdaBoost+SVM %96,01 

doğruluk değerlerine sahiptir. 

Kredi kartı sahtecilik tespiti (KKST) literatürü 

incelendiğinde, EC veri kümesi ile yapılmış, topluluk 

öğrenmesinin geçtiği çalışmalar olarak yukarıda 

incelenen 4 çalışma bulunmuştur. İncelenen 

çalışmalardan sadece ikisinde, Taneja et al. (2019) 

ve Isabella et al. (2021), YÖ metotları kullanılarak 

başarı seviyesinde artış sağlandığı paylaşılmıştır 

ancak ilgili çalışmalar dahil olmak üzere, KKST 

literatüründe EC veri kümesi ile yapılmış YÖ 

metotları kullanılan, 2020 ve 2021 yıllarında 

yapılmış çalışmalar Çizelge 1’de incelenmektedir. 

Toplam 20 çalışmanın 4 tanesinde aşırı örnekleme 

metotları, eğitim, test veri kümesi ayrımından önce 

uygulanmasıyla beraber diğer 6 çalışmada ne 

zaman, nasıl uygulandığı bilinmemektedir. Kalan 10 

tane  çalışma da ise aşırı örnekleme metotları, 

eğitim, test ayrımından sonra kullanılmaktadır. 

Bilinmeyen çalışmalar, bilinenlerin yüzdeleri dikkate 

alınarak dağıtıldığında çalışmaların yaklaşık 

%30’unda aşırı örnekleme, eğitim test ayrımından 

önce yapılmıştır denebilir. Aşırı örnekleme 

metotlarının tüm veri kümesi üzerine uygulanması 

veya eğitim, test veri kümeleri ayrımı yapıldıktan 

sonra ayrı ayrı uygulanması durumlarında farklı 

sonuçlar doğmaktadır. Örneğin, aşırı örnekleme tüm 

veri kümesine uygulandıktan sonra, eğitim, test 



 Yeniden Örnekleme Metotlarının Kredi Kartı Sahtecilik Tespiti için Topluluk Öğrenmesine Kapsamlı Analizi, Ay ve Yolaçan 

 

 

1007 

kümesi ayrımı yapıldığı durumda, başarı 

değerlendirme aşamasında, örneklemenin 

uygulanmadığı haline kıyasla bir artış görülmektedir 

ancak bu artış, tıpkı dengesiz veri kümelerinde 

doğruluk metriği kullanımının meydana getirdiği gibi 

olumlu fakat yanıltıcı etki yaratmaktadır. Diğer 

çalışmaların aksine, bu çalışmada, KKST 

literatüründeki en yaygın XGB (Extreme Gradient 

Boosting), LGBM (Light Gradient Boosting Machine) 

gibi topluluk öğrenmesi metotları başlıca olmak 

üzere diğer öğrenme yöntemleri de kullanılarak YÖ 

metotlarının uygulandıkları aşamalara göre, başarı 

seviyesine etkileri detaylıca incelenmektedir. Bu 

incelemeyle birlikte, YÖ ve özniteliklerle ilgili 

önerilen çeşitli yöntemlerin kombinasyonu bu 

çalışmaya özgünlük katmaktadır. Ayrıca bu 

kombinasyondan yararlanılarak hızlı ve başarılı 

tespit yapabilen çeşitli metotlar 

karşılaştırılmaktadır. Çalışmanın ikinci kısmında 

materyal ve metot, üçüncü kısmında bulgular ve 

tartışma ve son kısmında ise çalışmanın sonuçlarına 

değinilmektedir.  

 

2. Materyal ve Metot 

Bu kısımda çalışmada kullanılacak YÖ metotları, 

makine öğrenmesi metotları, veri kümeleri ve 

değerlendirme metrikleri genel olarak açıklanmıştır 

(2.1-2.4). Son olarak, önerilen metot başlığında 

kısaca teknikleri açıklanan bu metotların bu 

çalışmaya özgü nasıl kullanıldığının detayları 

anlatılmaktadır. 

2.1 Yeniden Örnekleme 

YÖ, Efron (1982), veri kümesindeki anlamı 

bozmadan veri miktarını azaltabilmek, anlamı daha 

net elde edebilmek için veri miktarını çoğaltabilmek 

gibi çeşitli amaçlarda kullanılır. Bu çalışmada 

örnekleme metotlarından SMOTE ve rastgele örnek 

azaltma (RUS) metotları kullanılmaktadır.  

SMOTE, Chawla et al. (2002) tarafından geliştirilen, 

azınlık sınıfı için sentetik veri üretme tekniğidir. Aşırı 

örnekleme metodunda, örneklerin birbirinin direkt 

kopyalanmasından kaynaklanan aşırı öğrenme 

problemine karşı önerilmektedir.   

RUS verileri azaltmaya yönelik bir yöntemdir. 

Çoğunluk sınıfı verileri rasgele seçilir, istenilen 

denge oranı elde edilene kadar seçilen bu örnekler 

veri kümesinden atılır.  

 

2.2 Makine Öğrenmesi 

Makine öğrenmesi yöntemleri çeşitli alanlarda 

yaygın şekilde kullanılmaktadır (Alam et al., 2020; 

Çinarer vd., 2021; Garg et al., 2019; Mochida et al., 

2019). KKST literatüründe en yaygın makine 

öğrenmesi metotları RF, KNN, SVM, Lojistik 

Regresyon (LR) ve bunlara ek olarak Çok Katmanlı 

Algılayıcı (MLP), FNN, XGB, LGBM gibi farklı topluluk 

Çizelge 1. 2020 ve 2021 yıllarında EC veri kümesi ile 

yapılmış YÖ metotları kullanan çalışmalar. 

Yazarlar ve Yılları 
Kullanılan YÖ 

Metotları 

Aşırı Örnekleme 

Eğitim-Test 

Ayrımından Önce 

mi? 

bin Alias et al. 

(2021) 
SMOTE, TOMEK Evet 

Tran and Dang 

(2021) 
SMOTE, ADASYN Belirtilmemiş 

Isabella et al. 

(2021) 
ROS Evet 

Wibowo and 

Fatichah (2021) 

ROS, ADASYN, 

SMOTE, Borderline-

SMOTE 

Hayır 

Bej et al. (2020) 

LoRAS, SMOTE, 

Borderline-1 SMOTE, 

ADASYN 

Hayır 

Shamsudin et al. 

(2020) 

ROS(ADASYN, 

Borderline, SVM-

SMOTE) + RUS 

Belirtilmemiş 

Riffi et al. (2020) SMOTE Evet 

Rtayli and Enneya 

(2020) 
SMOTE Belirtilmemiş 

Alam et al. (2020) 
SMOTE, ADASYN, RUS 

 
Hayır 

Nguyen et al. 

(2020) 

RUS, SMOTE, 

NearMiss 
Belirtilmemiş 

Janbandhu et al. 

(2020) 
SMOTE, ADASYN Hayır 

Wang et al. 

(2020) 

Oversampling, Mini-

Batch Under-

Sampling 

Hayır 

Aung et al. (2020) SMOTE Hayır 

Mrozek et al. 

(2020) 
RUS, SMOTE Belirtilmemiş 

Shivanna et al. 

(2020) 
SMOTE Evet 

Shah et al. (2020) ROS, RUS, SMOTE Belirtilmemiş 

Tingfei et al. 

(2020) 
SMOTE, GAN Hayır 

Mînăstireanu and 

Meșniță (2020) 
ROS, RUS Hayır 

Gulati (2020) 

SMOTE, 

Neighborhood 

Cleaning Rule 

Hayır 

Zhang et al. 

(2020) 
RUS, NearMiss, KNN Hayır 
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metotları çalışmada kullanılarak sonuçları 

karşılaştırılmaktadır.  

RF, Breiman (2001), birden çok DT ile oluşturulan bir 

orman gibi düşünülebilir. Her bir DT için n boyutlu 

eğitim veri kümesinden, n tane eleman yinelemeli 

seçilir dolayısıyla orijinal eğitim veri kümesinden 

farklı bir küme ortaya çıkarak, her bir DT bir 

tahminde bulunur. Bu tahminler oylama yöntemiyle 

çoğunluğa sahip olan sınıf son tahmin olarak karar 

verilir.  

SVM, Vapnik (2000), farklı sınıflar altında bulunan 

örnekleri ayıran bir ayırma çizgisini (hiperdüzlem) 

tanımlaya çalışan bir metottur. Dolayısıyla yeni 

örnekler geldikçe, örnekler çizginin hangi tarafına 

düştüğüne göre, SVM sınıflandırma yapmaktadır. 

LR, Wright (1995), bir ya da daha özniteliği dikkate 

alarak ikili olasılık değeri hesaplamak için bir 

fonksiyonel teknik kullanmaktadır. Genel olarak, iki 

durumun olduğu senaryolarda kullanıldığı görülür.  

MLP, McCulloch ve Pitts (1943), ileri beslemeli yapay 

sinir ağına dayanmaktadır, en az 3 temel katmandan 

(girdi, gizli ve çıktı) oluşur. Girdi katmanı, işlenecek 

girdi değerlerini alır. Çıktı katmanı, tahmin yada 

sınıflandırma için gerekli işlemleri uygulamaktadır. 

Rastsal sayıdaki gizli katman ise girdi ve ağırlık 

değerlerine göre bir hesaplama yapmaktadır. Girdi 

ve çıktı katmanı arasındaki gizli katman sayısı 

artırılabilir ki bu doğruluğu yükseltebilirken eğitim 

ve tahmin süresini de uzatabilmektedir. 

KNN, Cover ve Hart (1967) tespit edilecek örneğin, k 

tane en yakın komşusunu bulmaktadır ve bu 

komşular arasında hangi sınıf ağırlıkta ise tespit 

sonucunu o sınıfa vermektedir. 

LGBM, Ke vd. (2017), diğer gradyan artırma 

(gradient boosting) yapılarına kıyasla doğruluk 

değerini düşürmeden daha hızlı tahmin yapabilmeyi 

sağlayan bir DT metoduna dayanan bir yapıdır. 

XGB, Chen ve Guestrin (2016), DT metoduna 

dayanan, gradyan artırma yapısını kullanan bir 

topluluk öğrenmesi metodudur.  

 

 

 

2.3 Veri Kümesi 

European Cardholders, (Int Kyn. 3) Eylül 2013 

yılında, iki gün içerisinde Avrupalı kredi kartı 

sahipleri tarafından gerçekleşmiş işlemleri 

içermektedir. Bunlardan 492 tanesi dolandırıcılıkla 

ilgili olmakla beraber toplamda 284807 veri vardır. 

Ayrıca veri kümesi, PCA tekniği dönüşümünün 

sonucuyla sadece sayısal değerlerden oluşmaktadır. 

Gizlilik durumları nedeniyle (Time and Amount) 

öznitelikleri hariç, diğer öznitelikler V1,V2, ...,V28 

şeklinde kodlanarak paylaşılmıştır.  

2.4 Değerlendirme Metrikleri 

Bu çalışmada kullanılan metriklerin formülleri 

aşağıda paylaşılmıştır (1-4). Metriklerin 

hesaplanmasında kullanılan karmaşıklık matrisi 

Çizelge 2’de paylaşılmaktadır. 

 
 

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =  
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
 ×  100     (1)  

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 =  
𝑇𝑃

𝑇𝑃+𝐹𝑃
 ×  100       (2) 

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 =  
𝑇𝑃

𝑇𝑃+𝐹𝑁
 ×  100        (3) 

𝐹_𝑆𝑘𝑜𝑟 =  
2  ×𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘×𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘+𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘
 ×  100     (4) 

İşlem karakteristik eğrisi altındaki alan (AUROC) için 

bir değer döndürmektedir. Bu eğri ise sınıflandırma 

için kullanılacak farklı eşik değerleri ile bulunan 

doğru ve yanlış pozitif oranlarla oluşmaktadır. 

PR eğrisi altındaki alan (AUPR) için bir değer 

döndürmektedir. ROC eğrisinden farkı ise dengesiz 

veri kümeleri için genellikle önemsiz olan doğru 

tespit edilmiş normal işlemler değerini hesaba 

katmadan başarı değerlendirmesi yapan kesinlik ve 

duyarlılık metriklerinden oluşturulmasıdır. 

2.5 Önerilen Metot  

Bu çalışmada ilk olarak EC veri kümesine, veri 

önişlemleri uygulanarak daha az veri ile daha hızlı ve 

başarılı bir tespit için makine öğrenmesi 

yöntemlerine zemin oluşturulmuştur. Veri 

Çizelge 2. Karmaşıklık Matrisi  
  Gerçek 

  1 0 

Tahmin 
1 TP FP 

0 FN TN 
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önişlemleri için, Şekil 1’de gösterilen sınıfla 

özniteliklerin korelasyon ısı haritasından 

yararlanılmıştır. Şekil 1’de görüldüğü üzere en 

yüksek korelasyona sahip 4 öznitelik sırasıyla, V17, 

V14, V12 ve V10’dur. Başarı seviyesini 

yükseltebilmek için, bu 4 öznitelik için eşik değerleri 

kullanılmıştır. Burada öznitelik sayısının 4 olması 

pozitif ya da negatif yönde 0.2 korelasyon değerinin 

üstünde kalan öznitelik sayısının 4 olmasındandır. 

Şekil 1’de en yüksek ilişkili özniteliğin korelasyon 

değeri -0.33 olduğu için 0.2 değeri korelasyon için 

düşük olsa da tercih edilmiştir. Çizelge 3’te 

paylaşılan deneme, yanılma ile belirlenen eşik 

değerleri, sahtecilik sınıf verilerinin mümkün 

olabildiği kadar çoğunu kapsamaktadır. Bu eşik 

değerlerinin belirlenmesi ile kalan veri sayıları 

şöyledir: 41491 normal, 492 sahtecilik ve toplam 

veri sayısı 41983’tür. Ayrıca diğer öznitelik 

değerleriyle uyumlu olabilmesi adına Amount 

özniteliğine normalleştirme işlemleri uygulanmıştır. 

Uygulanan veri önişlemlerinden sonra, KKST için bazı 

topluluk öğrenmesi yöntemleri de dahil olmakla 

birlikte çeşitli makine öğrenmesi yöntemleri ve YÖ 

metotlarının kullanıldığı aşamalar 

karşılaştırılmaktadır. Bu çalışmada kullanılan her bir 

makine öğrenmesi yöntemi 4 farklı deney ortamında 

eğitilip, test edilmiştir: (i) ilk deney ortamında 

herhangi bir YÖ metodu kullanılmamaktadır, (ii) 

ikincide sadece test veri kümesine uygulanarak 

dengeli hale gelmiştir, (iii) üçüncüde eğitim ve test 

veri kümelerine ayrı ayrı uygulanarak her ikisi de 

dengeli olmuştur, (iv) dördüncüde ise tüm veri 

kümesine YÖ metotları uygulanıp veri kümesi 

dengeli hale geldikten sonra eğitim, test veri kümesi 

ayrımı yapılmaktadır.  

Her bir makine öğrenmesi yöntemi Python yazılımı 

ile kullanılırken kendine özgü parametrelere sahip 

olmaktadır. RF metodu için karar ağacı sayısını alan 

n_estimators ya da bir dallanma kalitesini ölçmek 

için kullanılan yöntemleri girdi olarak alan criterion, 

LR metodu için nihai yakınsamayı çözmek için gerekli 

maksimum iterasyon sayısı bu parametrelere örnek 

olarak verilebilir. Bu parametrelerin aldıkları 

değerler problemin türüne göre değişiklik 

gösterebilmektedir. Bu çalışma kapsamında ise en 

iyi parametre değerlerine ulaşabilmek için 

GridSearchCV ile farklı parametre değerleri test 

edilmiştir. Örneğin GridSearchCV ile RF metodu 

n_estimators parametresi için 100, 400, 600 ve 800 

değerleri denenmiş parametrenin varsayılan değeri 

(100) ile denenen değerler arasında önemli farklar 

görülmemiştir. Bu durum diğer metotların denenen 

parametre değerleri için de geçerli olduğu için bu 

çalışmada her bir metot parametresi varsayılan 

değerleri ile kullanılmıştır. 

 

 
Şekil 1. Sınıfla özniteliklerin korelasyon ısı haritası. 

 

3. Bulgular ve Tartışma 

Veri kümesinin sabit bir kısmını eğitim kümesine, 

kalanını test kümesine ayırmanın (Hold-out) taraflı 

bir sonuç doğuracağından, 5 katlamalı çapraz 

Çizelge 3. En yüksek korelasyona sahip 4 öznitelik için 

eşik değerleri. 
 V17 V14 V12 V10 

Eşik Değeri < 0.5 < 0.5 < 0.2 < 0.2 
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doğrulama (Cross Validation) yöntemi tercih 

edilmiştir.  

Çizelge 4 ve 5’te her metoda ait birinci ve ikinci 

satırlarının karşılaştırılması test veri kümesinin 

dengesiz ve dengeli olduğu durumlardaki 

farklılıklarını yansıtmaktadır. Tüm metotların birinci 

satırlarındaki doğruluk ve kesinlik ve bazı diğer 

değerleri ikinci satırlarda olması gereken asıl 

değerlerine düşerek, dengesiz veri kümesinde hatalı 

kullanılan bazı metriklerin yanıltıcı algısını ortaya 

koymaktadır. İkinci ve üçüncü satırlar arasındaki 

karşılaştırma ise eğitim kümesine YÖ metotları 

uygulamanın katkılarını göstermektedir. Eğitim 

kümesinde YÖ metotları kullanılarak, eğitilen tüm 

metotlar, Kesinlik metriği hariç diğer tüm 

metriklerde artış sağlamaktadır. Bununla birlikte YÖ 

metotlarının en çok katkı sağladığı öğrenme metodu 

LR ve sonrasında SVM metotlarıdır. Bu 

karşılaştırmaların en önemlisi olan, metotların 

üçüncü ve dördüncü satırlarının karşılaştırılması ise 

YÖ metotlarının eğitim, test ayrımından önce veya 

sonra uygulanmasının doğuracağı bir başka yanıltıcı 

artışı ifade etmektedir. Aşırı örnekleme metodu ve 

türevleri, çapraz doğrulama için gerekli eğitim, test 

ayrımından önce tüm veri kümesine uygulandığında 

metot gereği yaratılan birbirine benzer veya kopya 

verilerin ayrımdan sonra eğitim ve test veri 

kümelerine dağıtılma ihtimali vardır. Benzer 

verilerin iki tarafa dağıtılması, öğrenme yönteminin 

eğitim kümesinde gördüğü örneklerin aynısı ya da 

çok benzeriyle tekrar test edilmesi anlamına 

gelmesidir. Buda bir bakıma modele kopya vererek 

başarı değerlendirmesini yükseltmektir. Metotların 

birinci satırlarında doğruluk vb. diğer metrik 

değerlerinin olması gerektiğinden fazla olması gibi 

dördüncü satırlarındaki değerlerde yanlış algı 

yaratmaktadır. Dolayısıyla dört satırdan en doğru, 

gerçekçi değerlerin üçüncü satırda olduğu çıkarımı 

yapılmıştır. Tüm bunlarla birlikte test veri kümesine 

direkt aşırı örnekleme ve türevleri metotların 

kullanılmasının da yanıltıcı sonuçlar üreteceğinden 

kullanılmaması tercih edilmiştir.  

Çizelge 4’ün üçüncü satırları dikkate alınarak, 

öğrenme yöntemleri ve Duyarlılık metriği 

bakımından karşılaştırma yapıldığında Şekil 2’de 

görüldüğü üzere en yüksek değere FNN %95 ve en 

düşük değere ise SVM ve RF metotları %88 ile 

sahiptir. Bununla birlikte, Stacking(XGB, FNN) 

yönteminin diğer topluluk öğrenmesi (RF, LGBM, 

XGB) yöntemlerine kıyasla başarı seviyelerinde 

önemli bir fark bulunmamaktadır ancak bu 

yöntemler eğitim, test amacıyla birden çok metot 

kullandığı için işlem maliyetleri diğer metotlara 

kıyasla yüksektir.  

Veri ön işlemlerinin etkisinin görülebilmesi için de 

uygulanmadığı sonuçlar Çizelge 4’te ve uygulandığı 

sonuçlar Çizelge 5’te paylaşılmaktadır. Çizelge 5’te 

paylaşılan her bir metodun üçüncü satırları Şekil 3’te 

temel metrikler kapsamında karşılaştırılmıştır. Şekil 

2 ve 3 incelendiğinde, veri önişlemleri nedeniyle F-

Skor metriğinde en fazla düşüş SVM metodunda %4, 

en az düşüş ise MLP metodunda %1 ile 

görülmektedir. Genel olarak %2 değer düşüşüyle 

birlikte orijinal veri kümesine kıyasla daha az veri ile 

neredeyse aynı başarılı modeller elde edilmiştir. Bu 

sonuçların devamında ise metotlar arasında en 

başarılı sonuçlar veren FNN metodunun veri ön 

işlemsiz ve ön işlemli durumlarındaki karmaşıklık 

matrisleri (Çizelge 6 ve 7) ve sonrasında ROC (Şekil 4 

ve 6) ve PR (Şekil 5 ve 7) eğrileri paylaşılmıştır. 

 

4. Sonuç 

Bu çalışmada, 2020 ve 2021 yıllarında EC veri kümesi 

ile yapılmış YÖ metotları kullanan 20 farklı çalışma 

incelendiğinde, YÖ metotları kullanıldıkları aşamalar 

bakımından farklılık göstermektedir. Bu farklılıklar 

ortaya koyulduktan sonra en doğru sonuçların 

eğitim ve test veri kümesine ayrı ayrı YÖ metotlarını 

uygulayarak bulunacağı gösterilmiştir. Ayrıca test 

veri kümesine uygulanacak aşırı örnekleme 

metotlarının da yanıltıcı bir etki yarattığı 

paylaşılmıştır. Gelecek çalışmada örnekleme 

metotlarının önemini gösterebilmek için farklı 

öğrenme yöntemleri kullanılabilir.  
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Şekil 2. Veri ön işlemsiz şekilde temel metrikler ile metotların karşılaştırılması. 

 

 

 

 

86

88

90

92

94

96

98

100

Doğruluk Kesinlik Duyarlılık F Skor

FNN MLP LR XGB LGBM kNN Stacking RF SVM

Çizelge 4. Veri ön işlemsiz yeniden örnekleme metotlarının kullanıldığı aşamalara göre öğrenme metotlarına etkisi. 

Metot 
YÖ Metotları Değerlendirme Metrikleri (%) 

Eğitim Test Doğruluk Kesinlik Duyarlılık F Skor AUROC AUPR 

XGB 

- - 100 94 79 86 90 87 

- RUS (1) 90 100 79 89 90 95 

SMOTE(0.0034), RUS(1) RUS (1) 94 98 90 94 94 96 

SMOTE(0.0034), RUS(1) 97 99 95 97 97 98 

LGBM 

- - 100 47 38 42 69 42 

- RUS (1) 68 100 38 55 69 84 

SMOTE(0.0034), RUS(1) RUS (1) 94 98 90 94 94 96 

SMOTE(0.0034), RUS(1) 97 98 96 97 97 98 

Stacking 

(XGB, FNN) 

- - 100 95 77 85 88 86 

- RUS (1) 86 100 71 83 86 93 

SMOTE(0.0034), RUS(1) RUS (1) 94 98 89 93 93 96 

SMOTE(0.0034), RUS(1) 97 99 95 97 97 98 

RF 

- - 100 95 78 86 89 87 

- RUS (1) 89 100 79 88 89 95 

SMOTE(0.0034), RUS(1) RUS (1) 93 99 88 93 93 96 

SMOTE(0.0034), RUS(1) 96 99 94 96 96 98 

kNN 

- - 100 94 79 86 90 86 

- RUS (1) 90 100 79 88 90 95 

SMOTE(0.0034), RUS(1) RUS (1) 93 96 90 93 93 95 

SMOTE(0.0034), RUS(1) 96 96 96 96 96 97 

SVM 

- - 100 95 68 79 84 81 

- RUS (1) 84 100 68 81 84 92 

SMOTE(0.0034), RUS(1) RUS (1) 93 98 88 93 93 96 

SMOTE(0.0034), RUS(1) 95 98 91 94 95 97 

LR 

- - 100 87 62 73 81 75 

- RUS (1) 81 100 62 77 81 91 

SMOTE(0.0034), RUS(1) RUS (1) 94 97 91 94 94 96 

SMOTE(0.0034), RUS(1) 95 97 92 95 95 97 

FNN 

- - 100 88 81 84 90 84 

- RUS (1) 89 100 79 88 89 95 

SMOTE(0.0034), RUS(1) RUS (1) 97 99 95 97 97 98 

SMOTE(0.0034), RUS(1) 98 99 97 98 98 99 

MLP 

- - 100 91 76 83 88 84 

- RUS (1) 88 100 76 86 88 94 

SMOTE(0.0034), RUS(1) RUS (1) 94 96 92 94 94 96 

SMOTE(0.0034), RUS(1) 97 97 96 97 97 98 
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Şekil 3. Veri ön işlemli şekilde temel metrikler ile metotların karşılaştırılması. 
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Çizelge 5. Veri ön işlem ile yeniden örnekleme metotlarının kullanıldığı aşamalara göre öğrenme metotlarına etkisi. 
 YÖ Metotları Değerlendirme Metrikleri (%) 

Metot Eğitim Test Doğruluk Kesinlik Duyarlılık F Skor AUROC AUPR 

XGB 

- - 96 90 79 84 90 86 

- RUS (1) 90 96 78 86 89 93 

SMOTE(0.1), RUS(1) RUS (1) 92 94 91 92 92 94 

SMOTE(0.1), RUS(1) 95 96 94 95 95 96 

LGBM 

- - 96 44 38 41 69 43 

- RUS (1) 68 96 38 54 68 85 

SMOTE(0.1), RUS(1) RUS (1) 92 94 90 92 92 93 

SMOTE(0.1), RUS(1) 95 96 94 95 95 96 

Stacking 

(XGB, FNN) 

- - 95 92 78 84 88 86 

- RUS (1) 86 95 73 83 85 92 

SMOTE(0.1), RUS(1) RUS (1) 91 94 89 91 91 93 

SMOTE(0.1), RUS(1) 95 96 95 95 95 96 

RF 

- - 96 92 79 85 88 87 

- RUS (1) 89 96 78 86 89 95 

SMOTE(0.1), RUS(1) RUS (1) 90 94 86 90 90 91 

SMOTE(0.1), RUS(1) 94 96 93 94 94 95 

kNN 

- - 94 92 79 85 90 86 

- RUS (1) 89 94 79 86 88 94 

SMOTE(0.1), RUS(1) RUS (1) 92 92 89 90 92 93 

SMOTE(0.1), RUS(1) 93 94 92 93 93 95 

SVM 

- - 94 91 67 77 81 81 

- RUS (1) 81 94 67 78 82 89 

SMOTE(0.1), RUS(1) RUS (1) 89 93 85 89 89 91 

SMOTE(0.1), RUS(1) 95 98 91 94 95 97 

LR 

- - 96 86 62 72 80 74 

- RUS (1) 80 96 66 78 79 90 

SMOTE(0.1), RUS(1) RUS (1) 92 94 91 92 92 94 

SMOTE(0.1), RUS(1) 95 96 93 95 95 97 

FNN 

- - 97 85 81 83 89 84 

- RUS (1) 89 97 82 89 89 95 

SMOTE(0.1), RUS(1) RUS (1) 95 95 95 95 95 97 

SMOTE(0.1), RUS(1) 97 98 97 97 97 99 

MLP 

- - 96 89 76 82 88 84 

- RUS (1) 88 96 77 85 85 92 

SMOTE(0.1), RUS(1) RUS (1) 93 95 92 93 93 95 

SMOTE(0.1), RUS(1) 96 97 96 96 96 96 
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Şekil 4. ROC eğrisi veri ön işlemsiz FNN 
 

 
Şekil 5. PR eğrisi veri ön işlemsiz FNN 
 

 
Şekil 6. ROC eğrisi veri ön işlemli FNN 

 
Şekil 7. PR eğrisi veri ön işlemli FNN 
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