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Öz

birikmesi olarak bilinmektedir. Orta kulak 

si ile karakterize olan kronik 

gerekli etik 
kurulu izni Özel Van Akdamar 
Hastanesinde gönüllü hastalardan
elde edilen 598 adet normal orta kulak görüntüsü ve

ak görüntüleri ile 

özellikle 
iyi sonuçlar elde edilen 

e

VGG16, VGG19, GoogleNet, ResNet18, ResNet50, 
ResNet101 modelleri

97.2067 

yöntemi normal ve kronik orta kulak görüntülerini 

Anahtar Sözcükler:
i

Abstract
Middle ear inflammation is known as the 
accumulation of fluid behind the eardrum. Chronic 
middle ear inflammation, which is characterized by 
the failure to respond to long-term treatment and 
perforation of the eardrum, is a serious condition 
that can even cause hearing loss. In this study, 598 
normal middle ear images obtained from the 
volunteer patients with otoscope device and middle 
ear images with chronic disease were performed 
after obtaining the necessary ethics committee 
permission. In recent years, algorithms evaluated 
within the scope of artificial intelligence have been Gönderme ve kabul tarihi: 10.12.2019 - 30.03.2020 
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used in almost every field. In the field of health, 
diagnostic and decision support systems are 
developed and successful studies are carried out. In 
this study, AlexNet, VGG16, VGG19, GoogleNet, 
ResNet18, ResNet50, ResNet101 models which are 
one of the artificial intelligence algorithms and the 
convolutional neural network architectures which 
have good results especially in biomedical image 
classification studies are used. As a result of the 
experimental studies, 97.2067% success rate was 
achieved with VGG19 architecture. The 
convolutional neural network method is a successful 
method to distinguish between normal and chronic 
middle ear images.

Keywords: Chronic otitis media, Convolutional
neural network, Signal processing

1.
(OKI)

%10- [1].

uzun süreli tedaviye cevap vermeyen orta kulak 
[2]. Kronik orta 

(KOKI

tedavi ed [3].

KOKI

hikâyesi, biberonla beslenme, 
çevresel faktörler gibi birçok etken etkidir [4].  

KOKI için otoskopi ile 
muayene edilmesi gerekmektedir. 
o KOKI

gözlemlenir. N ise gri renkli, 
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görülmektedir. 
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yapay zekâ

oldukça

yapay zekâ
birçok algoritma 

 [5-9].  

KOKI’nin literatürde bilgisayar 
; Heck 

KOKI’ boyutunu ölç

[10]. 
-

orta kulak resmini Normal, akut OKI, seröz OKI ve 
KOKI olmak üz

adaboost yöntemiyle 
[11]. Hermanus 

orta kulak görüntülerini

kiri

[12]. 
ve 

imgeleri 

e zar bölgesini bulup 
 [13,14]. Cömert, ESA yöntemi 
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(d) (e) (f)
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ile elde edi
edilen özellik setini

[15].  Joanna Szaleniec ve 

adet h

tir 
[16].

toplamda 275 adet otoskopik TM görüntüsünde 

olan HOG, SIFT, LBP, GLCM, wavelet 

de k-

[17].

orta kulak 

(ESA) yöntemi 
mimarilerinden

olan Alexnet, VGGNet mimarileri, GoogleNet, 
R Deneysel 

Hastanesinde gönüllü hastalardan otoskop 
orta kulak imgeleri elde .  

ikinci bölümün
önerilen yöntem ile ilgili 

bilgiler yer almakta olup üçüncü bölümde önerilen 
yöntemin bulgu . Dördüncü
bölümde bulgulara dayanan

. Son bölümde ise sonuç 
cümleleri yer almaktad

2. Materyal ve Yöntem

modeli -1’de 
görülmektedir. Özgün veri seti elde edilip etiketleme 

sonra, görüntüler yeniden 
üzere 

ilgili mimarilere . ESA ile 
en etkili sonuçlar elde edilmesi için 

2.1.Veri Seti

Hastanesinde gönüllü hastalardan otoskop cih
orta kulak görüntüleri
edilen otoskop imgelerinden 535 adet Normal ve 63 
adet KOKI olmak üzere toplamda 598 adet imge 

. elde edildikten sonra 
etiketleme i

http://www.ctganalysis.com/Category/otitis-media

indirilebilmektedir.  

-1: 
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2.2.

özellikle bilgisayar görü, gibi 
problemler [18-
21] Bir ESA modelinde s

(ReLu), havuzlama gibi katmanlardan 
. 

e ve 

eder [22]. nin matematiksel formülü
Denklem (1)( )[ , ] = [ , ], ( , )    (1)
Burada, g görüntüsü f ve h filtredir.

n'dir. J ve k ise filtreye ait konumu ifade etmektedir.

olarak ReLu a
çeker. Matematiksel olarak Denklem (2)’de 

( ) = 0,   < 0,   0                         (2)

,

orta lir.

önce gelen 

ImageNet 
ön plana 
ESA mimarileri 

. Bu mimarilerin ilki olan 
AlexNet, 

boyutunu 227×227 piksel  [23].  

VGGNet mimarileri Alexnet mimarisinden daha 
’

 [24]. VGG19 
mimarisinde fazladan 3 adet 

 [25]. VGGNet mimarileri 
görüntüsünü 224×224 piksel

GoogleNet 
mimarisi, 

hesaplama maliyetini 
an modülleri ihtiva etmektedir. 144 

GoogleNet mim
görüntüsü olarak 224×224 piksel boyuntunda resim 

 [26]. 

modeli olan ResNet ise
çerçevesi

 [27]. 
ResNet18, 

ResNet50 ve ResNet101 mimarileri
hesaplama parametrelerine sahiptir. Bu modellerin 

 [28].
sünü 224×224 piksel olarak

3. Bulgular

adet orta kulak resmi ve 63 adet KOKI 
resim NVIDIA 

Gold 6132 @2.60 GHz CPU 
istasyonunda
MATLAB (R2019a) sürümü
ya . 

ESA modellerini kullanarak veri setimizi %70 

. odelleri
için mini 

(mini-batch size) 32 olarak 

 (max-epoch)
da 64 olarak 

 (learning rate) 1x10-4 olarak belirlendi, 
optimizasyon olarak da skotastik gradya

matrisleri elde edildi. matrisleri 
Grafik 1’de görülmektedir. matrisindeki 

matrisinin 
(DP) 
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olan, 
tahmin e

matr

hassasiyet; 
özgüllük 

istatistiksel veri Denklem
(3), (4) ,(5)’te görülmektedir.  = ( )( ) (3)  = ( )( ) (4) = ( )( ) (5)   

Grafik-1:Modellere Ait Hata matrisleri
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Grafik -2

eleri Grafik 2’de görülmektedir. 
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Grafik-3
Çizelge-1: 

ESA Mimarileri

AlexNet 96.6480

VGG16 94.9721

VGG19 97.2067

GoogleNet 94.9721

ResNet18 93.8547

ResNet50 92.1788

ResNet101 92.1788

A mümkün 
Burada 

gözlenen en yüksek 0.9872 ile VGG16

ResNet50 mimarisi ile 0.9151   

En 

ile 
ResNet50 ve ResNet101 mimarileri ile %92.1788 
sonucu elde edildi.

ölçütlerinden 
biri de k- -fold cross 
validation) yöntemidir. 

  Model
verinin k-
kullanmakta [29]

mimarisine aittir.

5-

dk ile ResNet18 mimarisine aittir. Modellere ait 5-
Çizelge-2’de 

görülmektedir.

Çizelge-2: 5-

ESA Mimarileri

AlexNet 96.4883 3.4141e+03

VGG16 96.6555 3.6953e+03

VGG19 95.4849 3.8535e+03

GoogleNet 95.0000 6.3141e+03

ResNet18 93.3333 1.1329e+03

ResNet50 94.1667 1.3771e+03

ResNet101 94.1667 1.3744e+03
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Çizelge-3 

Yerel ikili özellikler, aktiv 
kontur bölütleme, adaboost 
[11] 

865 4 88.06

Götüntünün özellikleri, 486 5 80.61

matrisi, görüntü 
özellikleri, yapay sinir 223 2 76.14

bölge tespiti [14]
282 2 87.97

1692 2 90.48

odyometrik özellikler [16]. 
150 2 %84

GLCM, HOG, Wavelet,
SIFT, LBP [17]

275 2 %90

[15] 956 8 99.47

598 2 97.2067

4. T

i
Çizelge-3’de görülmektedir.

zaman pa

literatürde
ç önce görüntülere 
ait öznitelikler elde edilerek Adaboost,  karar 

ESA modelinde 

görülmektedir.

SIFT [11,13,17] gibi güçlü dokusal özellikler 

, odyometrik 
sonuçlar [12, 16]

maksimum ESA ile 
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Bu 

u görülmektedir.  [14] 

imge 
Yöntem 

Cömert [15], ESA 

görülmektedir.

setinin çok fazla 

yöntemin umut vaat

5. Sonuç

duyusunun 

etmektedir.

Veri setimizde yer alan Normal ve KOKI 

Veri Seti Er

B

http://www.ctganalysis.com/Category/otitis-media.
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